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Resumo 
 
A agricultura brasileira desempenha papel central na segurança alimentar global, ao mesmo 
tempo em que enfrenta riscos crescentes associados à variabilidade climática e a choques 
regionais de produtividade. Nesse contexto, estratégias de mitigação de risco tornam-se cada 
vez mais relevantes para a tomada de decisão dos produtores. Este estudo investiga a 
diversificação espacial como instrumento de redução do risco de perdas extremas na produção 
agrícola, ainda pouco explorada no contexto brasileiro, com foco no estado do Paraná e nas 
culturas de soja, milho (verão e safrinha) e trigo, importantes para o agronegócio nacional. 
Utilizando séries históricas anuais no nível municipal (1998-2023), estimam-se os retornos 
financeiros por hectare a partir da combinação de produtividade, preços recebidos pelo produtor 
e custos de produção. Como os custos estão disponíveis apenas em nível estadual, emprega-se 
econometria espacial para estimar custos municipais, incorporando heterogeneidades regionais. 
A estrutura de dependência entre os retornos regionais é modelada por meio de cópulas 
multivariadas e vine, permitindo capturar relações não lineares e dependências em cauda. Em 
seguida, estimou-se a fronteira eficiente risco-retorno por meio da otimização de portfólios com 
base no Conditional Value-at-Risk (CVaR), medida de risco adequada para eventos extremos. 
Os resultados indicam que a diversificação geográfica da produção permite reduzir 
substancialmente o risco de perdas severas, com impactos relativamente modestos sobre o 
retorno esperado. As vine copulas apresentaram desempenho superior às cópulas multivariadas 
tradicionais na representação da dependência entre regiões, sobretudo na presença de caudas 
pesadas. Observam-se núcleos regionais com maior contribuição para o perfil risco-retorno das 
culturas analisadas, destacando-se o Norte para soja e trigo, o Oeste para milho safrinha e o Sul 
para milho verão. Os achados reforçam a relevância da diversificação espacial como estratégia 
complementar de gestão de risco no contexto agrícola brasileiro, com implicações para 
produtores, seguradoras e formuladores de políticas públicas. 
 
Palavras-chave: risco agrícola; otimização de portfólio; Conditional Value at Risk; uso do 
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1. Introdução 
A agricultura é uma das principais atividades da economia, garantindo a segurança 

alimentar mundial. A produção busca suprir a demanda de populações em expansão, além de 
demandas calóricas per capita, que cresceu 35% nos últimos sessenta anos (Ritchie et al., 2023). 
Embora o avanço tecnológico tenha elevado a produtividade, as mudanças climáticas são uma 
das principais fontes de incerteza na produção agrícola mundial (Pequeno et al., 2024). Diante 
disso, a resiliência do sistema agrícola figura entre as prioridades da Agenda 2030 da ONU. 

A literatura em risco agrícola recebeu considerável atenção nas últimas décadas, 
aumentando em 245% na década de 2010 em comparação à anterior (Komarek et al., 2020), e, 
apesar deste aumento, apenas 13% dos trabalhos versam sobre mais de uma fonte de risco. Os 
desafios na adoção de uma multi-risk research agenda envolvem um melhor entendimento de 
como os riscos estão conectados (Duong et al., 2019). Dentre as diferentes estratégias de 
gerenciamento de risco, a diversificação espacial destaca-se por aproveitar a variabilidade 
climática entre locais. Ao distribuir culturas em áreas sujeitas a correlações climáticas baixas, 
o produtor reduz a probabilidade de um único evento comprometer o resultado final da 
produção (Salgueiro & Tarrazon-Rodon, 2021). Essa lógica vem da teoria de portfólio 
(Markowitz, 1952) segundo a qual a alocação de ativos com correlação negativa pode diminuir 
o risco agregado sem sacrificar retorno. 

Este trabalho combina o método de cópulas com um processo de otimização de 
portfólio por meio do CVaR, medida de risco coerente e capaz de capturar eventos extremos, o 
que é particularmente relevante nos mercados agrícolas que estão expostos a diferentes fontes 
de risco (e.g., problemas climáticos, incidência de novas pragas, variações nos preços das 
commodities). Será investigada a efetividade da estratégia de diversificação geográfica para o 
caso brasileiro da produção culturas de soja, milho e trigo, em um dos principais clusters 
produtores de grãos do mundo. Resultados positivos da diversificação geográfica aparecem na 
na cultura do trigo em EUA e Austrália (Larsen et al., 2015; Nguyen-Huy et al., 2018). Faltam 
evidências para o Brasil, um dos principais produtores agrícolas do mundo.  

A disponibilidade dos dados relativos à produção agrícola, aos preços praticados em 
cada região e aos custos de produção incorridos é um dos obstáculos metodológico relevante 
para o desenvolvimento de estudos no contexto brasileiro. Neste caso, o Paraná se destaca na 
produção agrícola de grãos do país, mas também por possuir uma série histórica de dados da 
produção e do mercado agrícola entre os anos de 1998 e 2023 em granularidade anual para as 
culturas de soja, milho verão, milho inverno e trigo, permitindo auferir o resultado operacional 
de cada uma delas. O Departamento de Economia Rural (DERAL) disponibiliza os custos de 
produção incorridos a nível estadual, logo, para melhorar a estimativa do resultado operacional, 
modelos econométricos espaciais foram propostos utilizando variáveis exógenas para estimar 
o custo de produção a nível municipal. 

Assim, o presente trabalho amplia a metodologia proposta por Larsen et al. (2015) para 
verificar a efetividade da diversificação geográfica na diminuição do risco de perda extrema, 
trazendo evidências para as culturas de soja e milho além do já explorado trigo e também para 
o Brasil, um dos principais países produtores de grãos no mundo. Ademais, este trabalho busca 
comparar diferentes métodos de cópulas verificando qual possui maior aderência para o caso 
Brasileiro, trazendo uma abordagem mais moderna a partir das cópulas vine e comparando os 
resultados com os obtidos na literatura.
2. Referencial Teórico 
2.1.Variação climática e os impactos para o gerenciamento de riscos agrícolas 

A ação humana por meio das emissões de gases de efeito estufa (GHG) 
inequivocamente causou algum nível de aquecimento global no planeta (Stern & Kaufmann, 
2014). Com a temperatura global em média 1,1ºC maior em 2011-2020 do que entre 1851-1900, 
a mudança climática causada pelo ser humano já apresenta impactos relevantes, como eventos 
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climáticos extremos em diversos locais (IPCC, 2022). O aumento da temperatura tem sido 
observado em diferentes regiões do mundo, especialmente em regiões de produção agrícola, 
como as florestas do continente sul-americano, regiões tropicais próximas ao Oceano Pacífico 
e na região Indo-Pacífica (Ritchie et al., 2023).

A agricultura é o setor responsável por 30-40% das emissões dos gases estufa, sendo 
a principal indústria contribuindo para o aquecimento global, e no atual contexto está também 
sendo significativamente impactada pelo mesmo efeito (Ortiz et al., 2021). Os fatores 
climáticos possuem uma grande influência sobre a produtividade agrícola (Pequeno et al., 2024) 
e diante de um crescimento populacional e aumento de calorias per capita, as mudanças 
climáticas desafiam a capacidade do setor agrícola em suprir esta demanda, colocando em risco 
a viabilidade da segurança alimentar global (Malik et al., 2022). 

Diante das múltiplas fontes de incerteza que envolvem a expectativa da receita agrícola, 
a gestão de riscos na agricultura é de suma importância dentro do processo produtivo. A 
literatura evidencia a predominância de estudos que abordam os riscos de produção, sendo mais 
da metade dos trabalhos da última década (Duong et al., 2019; Komarek et al., 2020). Há um 
número limitado de estudos que examinam múltiplas fontes de risco simultaneamente. Dentre 
as abordagens existentes está a utilização de modelos de simulação combinando observações 
de produtividade e preços, de maneira que é necessário um maior entendimento sobre como 
avaliar as dependências entre os tipos de risco e suas respectivas distribuições de probabilidade. 

Para além das estratégias de gestão de risco para culturas individuais, uma estratégia 
que pode ser adaptada para a gestão dos riscos de produção agrícola é a diversificação da 
composição de ativos em uma carteira, uma ferramenta de gestão de riscos consagrada na 
literatura de Finanças. Afinal, em diversas regiões produtivas do mundo, um dos principais 
fatores de risco da produção agrícola está relacionado à ocorrência de intempéries climáticas 
(Su et al., 2021), que ocorrem em sua maioria, de maneira regionalizada (Tack & Holt, 2016). 
Logo, eventos que ocorrem em determinada região não necessariamente ocorrem em outra, 
fazendo com o que a diversificação geográfica da produção seja um elemento natural de hedge 
para um portfólio de propriedades agrícolas (Villa et al., 2019). 
2.2. CVaR e o problema de otimização de portfólio 

O modelo clássico de otimização de portfólios de Markowitz (1952) consiste na 
utilização de um modelo de média e variância, ao associar uma medida de risco de mercado a 
uma expectativa de retorno. É sabido entretanto que a utilização da variância como medida de 
risco possui algumas limitações, como simetria e suposição de normalidade, uma suposição que 
nem sempre é verificada como verdadeira no mundo real (Samunderu & Murahwa, 2021).  

Assim, se fez necessária a busca por medidas de risco que se apliquem a casos reais, 
como no caso de retornos com distribuições assimétricas e/ou de cauda pesada. As mais 
notadamente conhecidas o VaR (Value-at-Risk) e o CVaR (Conditional Value-at-Risk), 
medidas quantílicas. Apesar de sua vasta utilização, o VaR não possui características de uma 
medida de risco  coerente. Artzner et al. (1999) argumentam que uma medida coerente deve 
satisfazer determinados axiomas: (i) invariância por translação; (ii) homogeneidade positiva; 
(iii) subaditividade, e; (iv) monotonicidade. Os autores demonstram que o VaR não apresenta 
a propriedade de subaditividade. Esta propriedade informa que um portfólio composto por um 
conjunto de ativos deve possuir risco igual ou menor do que a soma dos riscos individuais de 
cada ativo. Esta propriedade só é apresentada pelo VaR quando os retornos seguem distribuição 
elíptica, fato que não acontece na maior parte dos casos no mundo real (Dowd & Blake, 2006). 

Rockafellar & Uryasev (2000) introduziram o Conditional Value-at-Risk (CVaR) 
como uma medida de risco que possui simples interpretação similar ao VaR, mas que fosse 
suficientemente robusta, ao apresentar todas as propriedades desejáveis de uma medida de risco 
coerente quando se objetiva a otimização de portfólios. O CVaR pode ser interpretado como a 
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perda esperada para além do VaR, considerando todas as situações possíveis, inclusive a pior 
perda. Assim, o CVaR incorpora os eventos de cauda da distribuição e apresenta convexidade. 

Enquanto a ideia de diversificação como uma maneira de mitigação do risco é 
consagrada na literatura de finanças, poucos estudos exploraram a viabilidade desta estratégia 
por meio da diversificação geográfica na mitigação dos riscos de produção agrícola. Krueger et 
al. (2002) avaliou como uma estratégia de diversificação internacional na produção de uvas de 
mesa, considerando as regiões produtoras do Chile e dos EUA (California). 

Apenas mais recentemente o CVaR foi empregado na análise dos benefícios da 
diversificação geográfica. Larsen et al. (2015) propuseram um algoritmo utilizando a medida 
para avaliar se a diversificação geográfica de áreas produtoras de trigo poderia diminuir o risco 
de perda de rentabilidade, para o caso norte-americano. Já Nguyen-Huy et al. (2018) utilizaram 
a metodologia para avaliar os benefícios da diversificação também para a cultura do trigo, mas 
no caso australiano. Em ambos os casos, foram verificados benefícios na otimização da 
produtividade e na redução de risco oriundos da diversificação, com benefícios advindos 
principalmente da baixa relação de dependência entre as regiões de Victoria e South Australia, 
para o caso do trigo Australiano. 

O cálculo do CVaR para a otimização do portfólio requer o conhecimento da 
distribuição acumulada de retornos deste portfólio, em especial das caudas da distribuição 
conjunta composta pelos retornos marginais (Larsen et al., 2015). A abordagem tradicional da 
estimativa do CVaR se baseia na distribuição Normal multivariada, por meio da estrutura de 
variâncias-covariâncias. Mas é possível obtê-lo utilizando métodos empíricos, usando os dados 
históricos observados ou simulações de Monte Carlo. Na literatura recente, diversos trabalhos 
a têm utilizado em diferentes aplicações relacionadas ao gerenciamento de riscos (Cardoso et 
al., 2024; Damasceno & Carvalho, 2021). A partir daí, podemos utilizar as cópulas para estimar 
a distribuição conjunta dos retornos deste portfólio. 
2.3. Teoria de Cópulas 

Cópulas são funções estatísticas utilizadas para a estimação de distribuições 
multivariadas, a partir das distribuições marginais e na estrutura de dependência existente entre 
eles (Frees & Valdez, 1998). As classes de cópulas foram por muito tempo limitadas às famílias 
(i) elípticas, como a Gaussiana e a t-Student, e; (ii) as Arquimedianas (e.g., a Clayton, Frank e 
Gumbel). Contudo, ambas as famílias são restritivas quanto a simetria e estrutura de 
dependência nas caudas (Nelsen, 2006). Há famílias mais flexíveis, como as de valores 
extremos, mas só mais recentemente algumas extensões foram desenvolvidas, como as cópulas 
Vine, classe de cópulas condicionais que foram desenvolvidas para sobrepassar algumas 
limitações. As Vine decompõem as estruturas multivariadas utilizando condicionamento em 
blocos bivariados, o que permite a criação de modelos com uma flexibilidade muito maior, e 
otimiza a computação envolvida nos cálculos (Czado & Nagler, 2022). 

Apesar da popularidade das cópulas na literatura financeira desde o início do milênio, 
sua aplicação em gerenciamento de risco agrícola e estruturas de seguro agrícola aumentou na 
última década. A relação de dependência entre preços e produtividades agrícolas possui 
aplicabilidade na modelagem de seguros de receita agrícola, que visam indenizar o produtor 
agrícola em momentos de queda na produção, nos preços ou na combinação. Miqueleto & Ozaki 
(2011) utilizaram quatro tipos de cópulas para avaliar a dependência entre as variáveis 
marginais, verificando superioridade das cópulas Frank e Gaussiana. (Duarte & Ozaki, 2023) 
utilizaram cópulas na análise de dependência entre a taxa de câmbio, preços e produtividades 
agrícolas na produção de soja no Paraná, e suas implicações na precificação do seguro-receita.  

A efetividade da diversificação geográfica na mitigação do risco de produtividade de 
trigo foi avaliada para o caso norte-americano a partir de uma análise de dependência espacial 
entre as produtividades observadas. Larsen et al. (2015) propuseram uma metodologia baseada 
em cópulas, combinada ao uso do CVaR para avaliar os benefícios potenciais da redução de 
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risco de um portfólio agrícola em função da diversificação geográfica da produção de trigo por 
três regiões produtivas dos EUA. 

Nguyen-Huy et al. (2018) replicaram a metodologia de Larsen et al. (2015), 
empregando uma medida coerente de risco a um portfólio cuja distribuição de retornos é obtida 
por meio do método de cópulas, para avaliar os benefícios da diversificação geográfica na 
redução do risco de portfólio agrícola para o caso do trigo em três regiões produtivas na 
Austrália. Foram selecionadas as cópulas Gumbel, Vine e a Normal multivariada para fins de 
comparação, e foram estimadas pelo método de simulação de Monte Carlo. Os autores inferem 
que a copula Vine é mais apropriada para a medição dos riscos do que a Gumbel para todos os 
níveis de confiança, e que há benefício na utilização das cópulas na captura da estrutura de 
dependência na cauda das distribuições marginais. 

Este estudo busca aplicar este framework às culturas brasileias de soja, milho e trigo. 
A utilização das cópulas tem se mostrado eficiente nos problemas relacionados à gerenciamento 
de risco e otimização de portfolios, incluindo o caso agrícola. Até o melhor do nosso 
conhecimento não há trabalhos que avaliem os benefícios da diversificação geográfica para 
portfólios agrícolas no caso brasileiro utilizando cópulas.  
3. Dados e Metodologia 
3.1.Dados utilizados 

Este estudo utiliza séries de área plantada, produção, custos e preços de soja, milho e 
trigo no Paraná, principal polo de grãos do Brasil, compiladas pelo Departamento de Economia 
Rural (DERAL). O banco de dados abrange 1994-2023 e é o único com históricos consistentes 
de preços recebidos pelo produtor e custos estaduais. Para cada cultura, o DERAL coleta, desde 
2001, cotações de intenção de compra do atacado, reportando preço mínimo, máximo e mais 
comum por região administrativa, em R$/saca. Os custos de produção anuais incluem insumos, 
operações e encargos. Área plantada (ha) e produção (t) são informadas por município. 

Com essas variáveis, calculamos a receita por hectare multiplicando a produtividade 
municipal pelo preço médio do período de comercialização de cada safra. Subtraindo-se o custo 
anual, obtém-se o retorno operacional em R$/ha em percentagem da receita bruta. O indicador 
marginal resultante para o município 𝑖𝑖 e cultura j serve de insumo às análises de dependência 
espacial e às otimizações de portfólio é calculado como na Equação 1. 

𝜼𝜼𝒊𝒊,𝒋𝒋 =
𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓 𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒊𝒊,𝒋𝒋 − 𝒄𝒄𝒄𝒄𝒄𝒄𝒄𝒄𝒄𝒄 𝒕𝒕𝒕𝒕𝒕𝒕𝒕𝒕𝒕𝒕𝒊𝒊,𝒋𝒋

𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓𝒓 𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒃𝒊𝒊,𝒋𝒋
                                                   (𝟏𝟏) 

Dado o objetivo central deste trabalho de avaliar os benefícios da diversificação 
geográfica na mitigação de riscos agrícolas, optou-se por selecionar núcleos representativos 
dentro de cada região do estado do Paraná (Tabela 1). Essa escolha visa maximizar a 
heterogeneidade espacial da amostra e permitir a captura de padrões diferenciados de correlação 
e risco entre localidades mais distantes. 

A lógica dessa seleção está alinhada com a literatura que aponta que os maiores ganhos 
de diversificação são obtidos quando se combinam ativos (ou regiões) com menor correlação 
entre si, especialmente em contextos de risco climático regionalizado (Larsen et al., 2015; 
Nguyen-Huy et al., 2018). Assim, a definição de um núcleo produtivo por região considerou 
critérios como: (i) relevância da produção agrícola local; (ii) qualidade e completude das séries 
históricas de dados; e (iii) distanciamento geográfico entre núcleos, buscando representar 
diferentes características produtivas. 

Tabela 1. Núcleos regionais selecionados por cultura e região 
Região Soja Milho Verão Milho Safrinha Trigo 
Norte Londrina Paranavaí Maringá Maringá 
Sul Francisco Beltrão Ponta Grossa Francisco Beltrão Francisco Beltrão 

Oeste Cascavel Toledo Umuarama Cascavel 
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3.2. Estimação do custo municipal 
Os custos de produção sofrem variações, dentre outros fatores, do local de produção. 

Fatores geográficos como o tipo de solo, padrão de clima e infraestrutura disponível impactam 
nas dinâmicas do processo produtivo. Diversas decisões são tomadas por produtores de maneira 
heterogênea, entretanto, regiões de maior proximidade tendem a compartilhar dinâmicas de 
produção similares (Wang et al., 2023). Por isso, a econometria espacial é adequada para 
compreender as relações que podem existir entre indivíduos cuja dinâmica é impactada pela 
proximidade espacial, podendo causar efeitos como spillover, dependência espacial e 
heterogeneidade dos dados. 

A premissa para a utilização dos modelos espaciais na estimação dos custos é de que 
variáveis da produção dos municípios influenciem vizinhos impactando a formação do custo de 
produção. Na econometria espacial, estas interações podem ser representadas no formato de 
matrizes de vizinhança (Keleijan & Piras, 2017), com a entrada 𝒘𝒘𝒊𝒊𝒊𝒊 da matriz representando a 
distância entre os indivíduos i e j. Assim, quanto menor for 𝒘𝒘𝒊𝒊𝒊𝒊, mais próximos os indivíduos i 
e j estão. Um modelo espacial de efeitos fixos para dados em painel, com n observações em 
cross-section por t períodos é definido como: 

𝑦𝑦𝑖𝑖𝑖𝑖 = 𝜌𝜌𝜌𝜌𝑦𝑦𝑖𝑖𝑖𝑖 + 𝛼𝛼𝜄𝜄𝑛𝑛 + 𝑋𝑋𝑖𝑖𝑖𝑖𝛽𝛽 + 𝑊𝑊𝑋𝑋𝑖𝑖𝑖𝑖𝜃𝜃 + 𝑢𝑢𝑖𝑖𝑖𝑖                                      (2) 
𝑢𝑢𝑖𝑖𝑖𝑖 = 𝜆𝜆𝜆𝜆𝑢𝑢𝑖𝑖𝑖𝑖 +  𝜇𝜇𝑖𝑖 + 𝜏𝜏𝑡𝑡 + 𝜈𝜈𝑖𝑖𝑖𝑖,    t=1,…,T                                    (3) 

Um modelo espacial pode ter diferentes especificações, que estão ligadas a restrições 
impostas à forma geral do modelo. O modelo SAR (modelo espacial autorregressivo) possui 
apenas o parâmetro 𝝆𝝆, enquanto o modelo SEM (modelo de erro espacial) possui o parâmetro 𝝀𝝀. 
O modelo SARAR combina os dois parâmetros, e os modelos Durbin (SDM e SEM) adicionam 
o parâmetro 𝜽𝜽. Para este estudo foram testados diferentes modelos (SLX, SAR, SEM, SDM, 
SARAR), com base nos resultados dos testes multiplicadores de Lagrange (LM), e diferentes 
matrizes de vizinhança. As matrizes de contiguidade (i) (matriz queen), que considera vizinhos 
todos os municípios que possuem algum ponto de congruência entre os perímetros municipais, 
e (ii) matrizes de vizinhos mais próximos (k-nearest-neighbours), onde os k municípios com 
menores distâncias euclidianas são considerados vizinhos. O AIC foi utilizado para escolher 
entre os arranjos de vizinhança (Kubara & Kopczewska, 2024).  

Um modelo baseado em variáveis exógenas é proposto como ponto de partida para a 
estimação em painel dos custos de produção municipais. Este painel é composto por 318 
municípios ao longo de 23 anos. A variável dependente considerada é a extrapolação do custo 
municipal obtida pela distância ponderada entre os custos reportados nas praças de 
levantamento. O modelo proposto e estimado por OLS é representado pela Equação 4, onde 𝒄𝒄𝒄𝒄 
é o desvio do custo de produção municipal em relação ao custo estadual, 𝒓𝒓𝒂𝒂 é a área plantada 
do município em relação a área total do estado, 𝒚𝒚𝒚𝒚 é o desvio da produtividade obtida em 
relação a produtividade estadual no ano t, 𝒓𝒓𝒓𝒓 é a área municipal relativa à área total plantada 
no estado, na safra t, 𝒂𝒂𝒂𝒂 é a área percentual do município destinada à agricultura e 𝒊𝒊𝒊𝒊 representa 
a quantidade de área irrigada no município: 

𝑐𝑐𝑐𝑐𝒊𝒊,𝒕𝒕 =  𝛽𝛽0 + 𝛽𝛽1𝑟𝑟𝑟𝑟𝑖𝑖,𝑡𝑡 + 𝛽𝛽2𝑦𝑦𝑦𝑦𝒊𝒊,𝒕𝒕 + 𝛽𝛽3𝑎𝑎𝑎𝑎𝒊𝒊,𝒕𝒕 + 𝛽𝛽4𝑖𝑖𝑖𝑖𝒊𝒊,𝒕𝒕 + 𝜇𝜇𝑡𝑡                                (4) 
Pela aplicação dos multiplicadores de Lagrange (LM) sobre os resíduos do modelo 

OLS, a hipótese de interação espacial nos dados pode ser verificada. A organização 
metodológica dos testes segue os procedimentos realizados em Fonseca et al. (2024). 
3.3. Otimização do portfólio em função do risco ajustado ao retorno esperado 
3.3.1. Conditional Value-at-Risk (CVaR) 

O CVaR representa a média das perdas que excedem o valor de corte estabelecido pelo 
VaR. Enquanto o VaR indica um limite com um nível de confiança β, o CVaR estima a média 
das perdas condicionadas a terem ultrapassado esse β, oferecendo uma medida coerente e mais 
conservadora. 
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Considerando uma função de perda 𝒇𝒇(𝒘𝒘, 𝒓𝒓), que depende das decisões de alocação w 
∈ ℝⁿ e dos retornos aleatórios 𝒓𝒓 ∈ ℝⁿ, o CVaR ao nível de confiança β ∈ (0,1) é definido na 
Equação 5. Por esta definição, o CVaR é capaz de medir a expectativa condicional das perdas 
que ultrapassam 𝜶𝜶 . Portanto, a função 𝝓𝝓𝜷𝜷(𝒙𝒙)  que representa o CVaR é definida 
matematicamente (Rockafellar & Uryasev, 2000) por: 

𝝓𝝓𝜷𝜷(𝒘𝒘) = (𝟏𝟏 − 𝜷𝜷)−𝟏𝟏 � 𝒇𝒇(𝒙𝒙,𝒚𝒚)𝒑𝒑(𝒚𝒚)𝒅𝒅𝒅𝒅,                                       (𝟓𝟓)
𝒇𝒇(𝒙𝒙,𝒚𝒚)>𝜶𝜶𝜷𝜷(𝒙𝒙)

 

em que 𝜙𝜙𝛽𝛽(𝑥𝑥) é o CVaR do portfólio, 𝛼𝛼𝛽𝛽(𝑥𝑥) é o VaR ao nível de confiança 𝛽𝛽, 𝑝𝑝(𝑟𝑟) é a função 
de densidade de probabilidade dos retornos simulados r. Por ser uma função convexa em relação 
aos pesos w, o CVaR pode ser convenientemente utilizado como restrição ou função objetivo 
em problemas de otimização por ser uma medida de risco coerente (Artzner et al., 1999). 

Adicionalmente, o CVaR é uma função convexa, permitindo a construção do problema 
de otimização de portfólio a ser resolvido por técnicas de programação linear (Rockafellar & 
Uryasev, 2000). Ademais, os autores provam que o risco de perdas extremas pode ser reduzido 
pela minimização do CVaR em preferência à minimização do VaR.  
3.3.2. Problema de otimização de portfólio 

Suponha um portfólio de produção agrícola composta por n zonas de produção, com 
uma variável aleatória dos retornos 𝜼𝜼𝟏𝟏,𝜼𝜼𝟐𝟐, … ,𝜼𝜼𝒏𝒏,  o retorno marginal esperado como 𝑬𝑬[𝜼𝜼𝒊𝒊] e 
𝝎𝝎𝒊𝒊 como a parcela total de hectares alocado a cada uma das zonas (i.e., o vetor de decisão, ou 
peso). O problema de otimização de portfólio do produtor é de maximizar os retornos esperados 
(i.e., a soma de todos os retornos esperados marginais multiplicado pelos pesos correspondentes) 
do portfólio dado um nível de risco β. Assim, o problema de otimização do portfólio (Larsen et 
al., 2015) é formulado como: 

𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎�𝝎𝝎𝒊𝒊𝑬𝑬[𝜼𝜼𝒊𝒊],                                                          (𝟔𝟔)
𝒏𝒏

𝒊𝒊= 𝟏𝟏

 

𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔 𝒂𝒂 �
𝝓𝝓𝜷𝜷(𝒘𝒘𝒊𝒊) ≤ 𝝓𝝓
∑ 𝒘𝒘𝒊𝒊
𝒏𝒏
𝒊𝒊=𝟏𝟏 = 𝟏𝟏

                                                    (7) 

em que 𝑬𝑬[𝜼𝜼𝒊𝒊] é o retorno marginal esperado da cultura 𝒊𝒊 na zona geográfica, 𝝓𝝓𝜷𝜷(𝒘𝒘) é o CVaR 
do portfólio ao nível 𝜷𝜷, e 𝝓𝝓 é o nível máximo de risco definido pelo tomador de decisão.  
3.3.3. Calculando o CVaR 

Para resolver a função objeto na Equação 6, a função do CVaR trazida na Equação 5 
pode ser expressa como na Equação 8 com a função indicadora 𝑰𝑰 (Equação 9). A integral 
apresentada na Equação 8 pode ser aproximada pela Equação 10, a amostragem da distribuição 
de probabilidade 𝒓𝒓 baseada em sua densidade 𝒑𝒑(𝒓𝒓) (Rockafellar & Uryasev, 2000). 

𝑭𝑭𝜷𝜷(𝒘𝒘,𝜶𝜶) = 𝜶𝜶 + (𝟏𝟏 − 𝜷𝜷)−𝟏𝟏 � [𝒇𝒇(𝒘𝒘,𝒓𝒓) − 𝜶𝜶]+𝒑𝒑(𝒓𝒓)𝒅𝒅𝒅𝒅                             (𝟖𝟖)
𝒚𝒚∈ℝ𝒎𝒎

 

[𝑰𝑰]+ = �𝑰𝑰, 𝒔𝒔𝒔𝒔 𝑰𝑰 > 𝟎𝟎
𝟎𝟎, 𝒔𝒔𝒔𝒔 𝑰𝑰 < 𝟎𝟎                                                          (9) 

 𝑭𝑭�𝜷𝜷(𝒘𝒘,𝜶𝜶) = 𝜶𝜶 + 𝟏𝟏
𝒎𝒎(𝟏𝟏−𝜷𝜷)

∑ [𝒇𝒇�𝒘𝒘,𝒓𝒓𝒋𝒋� − 𝜶𝜶]+                                    (𝟏𝟏𝟏𝟏)𝒎𝒎
𝒋𝒋=𝟏𝟏  

Portanto, o problema de otimização de portfólio pode ser alternativamente formulado 
seguindo o problema de programação linear com 𝜶𝜶 representando o limiar estabelecido pelo 
VaR ao nível 𝜷𝜷. 𝒖𝒖𝒋𝒋 são variáveis auxiliares para as perdas excedentes ao VaR, 𝑬𝑬[𝛈𝛈𝒊𝒊] é o retorno 
marginal esperado do ativo 𝒊𝒊, 𝑹𝑹 é o retorno mínimo exigido, ∑ 𝒘𝒘𝒊𝒊 = 𝟏𝟏𝒏𝒏

𝒊𝒊=𝟏𝟏  são os pesos das 
áreas agrícolas alocadas a cada ativo. A primeira restrição assegura que apenas as perdas que 
excedem o valor de VaR sejam contabilizadas, enquanto a segunda impõe perdas não negativas. 
A terceira exige o retorno esperado do portfólio maior ou igual a um valor-alvo definido, e a 
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quarta restrição garante que a soma dos pesos alocados às regiões produtivas seja igual a 100% 
da área disponível. 

𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎𝒎 𝜶𝜶 +
𝟏𝟏

𝒎𝒎(𝟏𝟏 − 𝜷𝜷)�𝒖𝒖𝒌𝒌,                                                     (𝟏𝟏𝟏𝟏)
𝒎𝒎

𝒋𝒋=𝟏𝟏

 

𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔𝒔 𝒂𝒂

⎩
⎪
⎨

⎪
⎧∑ 𝒘𝒘𝒊𝒊𝑬𝑬[𝒓𝒓𝒊𝒊] ≥ 𝑹𝑹𝒏𝒏

𝒌𝒌=𝟏𝟏

𝒇𝒇�𝒘𝒘, 𝒓𝒓𝒋𝒋� − 𝜶𝜶 ≤ 𝒖𝒖𝒌𝒌
𝟎𝟎 ≤ 𝒖𝒖𝒌𝒌

∑ 𝒘𝒘𝒊𝒊 = 𝟏𝟏𝒏𝒏
𝒊𝒊=𝟏𝟏

                                                     (12) 

3.4. Modelagem do portfólio por meio de cópulas 
Com os retornos marginais calculados, analisamos sua dinâmica temporal e 

distribuição para cada cultura em todos os municípios da amostra em todo o período. A 
estacionaridade é verificada pelos testes de Dickey-Fuller (ADF). Para identificar tendências 
não lineares ajustamos uma regressão LOESS a série histórica de retornos e em seguida 
estimamos a distribuição paramétrica que melhor representa os dados. selecionando a função 
com menor critério AIC. A escolha restringe-se a distribuições de forma fechada, requisito para 
a etapa subsequente de cópulas. A qualidade do ajuste é confirmada pelo teste KS, e a 
distribuição com melhor ajuste, além de descrever o comportamento de risco-retorno de cada 
cultura, serve para transformar as observações em variáveis uniformes no intervalo [0,1], etapa 
anterior à modelagem de dependência multivariada. 

O cálculo do CVaR utilizando o método da simulação de Monte Carlo requer o 
conhecimento da distribuição conjunta dos retornos marginais contidos no portfólio. As cópulas 
são funções estatísticas que generalizam o conceito de medidas de dependência por meio da 
associação de distribuições de probabilidades conjuntas às suas respectivas distribuições de 
probabilidade marginais (Nelsen, 2006). A 𝑭𝑭(𝒙𝒙𝟏𝟏,𝒙𝒙𝟐𝟐, … ,𝒙𝒙𝒏𝒏) pode ser expressa como:  

𝑭𝑭(𝒙𝒙𝟏𝟏,𝒙𝒙𝟐𝟐, … ,𝒙𝒙𝒏𝒏) = 𝑪𝑪[𝑭𝑭𝟏𝟏(𝒙𝒙𝟏𝟏),𝑭𝑭𝟐𝟐(𝒙𝒙𝟐𝟐), … ,𝑭𝑭𝒏𝒏(𝒙𝒙𝒏𝒏)|𝜽𝜽]                             (13) 
em que 𝑪𝑪: [𝟎𝟎,𝟏𝟏]𝒏𝒏 → [𝟎𝟎,𝟏𝟏]  é uma função única de cópula n-dimensional, com vetor de 
parâmetros 𝜽𝜽 e 𝑭𝑭𝒊𝒊(𝒙𝒙𝒊𝒊) são as distribuições marginais (margem financeira) das variáveis de 
interesse. A função cópula é uma transformação que liga as distribuições marginais à 
distribuição conjunta. As marginais no presente estudo são os retornos financeiros individuais. 

A teoria clássica do portfólio iniciada por (Markowitz, 1952) tradicionalmente 
considera o coeficiente de correlação linear como medida da dependência entre ativos. Apesar 
de ser uma medida amplamente utilizada pela sua simplicidade, esta medida falha em capturar 
relações não-lineares de dependência e dependência de caudas, por exemplo. Dadas estas 
limitações, medidas alternativas ao coeficiente de correlação linear de Pearson (r) como as 
medidas baseadas em ranqueamento foram propostas como o ρ de Spearman e o τ de Kendall. 
Estas medidas são mais robustas a outliers e podem capturar relações não-lineares. Além destas, 
as medidas de dependência em caudas focam em capturar especificamente a relação entre 
eventos extremos, eventos de importância para a análise de gerenciamento de risco. 

Por se tratar de um problema de dimensão 𝒅𝒅 > 𝟐𝟐, diversas cópulas não possuem uma 
forma multivariada fechada, ou não é possível extrair sua função de verossimilhança. Assim, 
as cópulas vine surgem como uma alternativa permitindo reescrever a função de distribuição 
conjunta (𝒙𝒙𝟏𝟏, … ,𝒙𝒙𝒅𝒅) utilizando a lei de probabilidade total, conforme a Equação 14: 

𝒇𝒇(𝒙𝒙𝟏𝟏, … ,𝒙𝒙𝒅𝒅) = 𝒇𝒇𝒅𝒅|𝟏𝟏…(𝒅𝒅−𝟏𝟏)(𝒙𝒙𝒅𝒅|𝒙𝒙𝟏𝟏, … ,𝒙𝒙𝒅𝒅−𝟏𝟏) × 𝒇𝒇𝒅𝒅−𝟏𝟏|𝟏𝟏…(𝒅𝒅−𝟐𝟐)(𝒙𝒙𝒅𝒅−𝟏𝟏 |𝒙𝒙𝟏𝟏, … ,𝒙𝒙𝒅𝒅−𝟐𝟐) × … ×
𝒇𝒇𝟏𝟏(𝒙𝒙𝟏𝟏) (14) 

Pela lei da probabilidade total, é possível decompor uma distribuição bivariada como o produto 
de uma condicional e uma distribuição univariada. Assim, cada densidade condicional é: 
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𝒇𝒇(𝒙𝒙𝟏𝟏,𝒙𝒙𝒅𝒅) = ��𝒄𝒄𝒊𝒊,(𝒊𝒊+𝒋𝒋)|(𝒊𝒊+𝟏𝟏),(𝒊𝒊+𝒋𝒋−𝟏𝟏)�𝑭𝑭�𝒙𝒙𝒊𝒊�𝒙𝒙𝒊𝒊+𝟏𝟏,𝒙𝒙𝒊𝒊+𝒋𝒋−𝟏𝟏�,𝑭𝑭�𝒙𝒙𝒊𝒊+𝒋𝒋�𝒙𝒙𝒊𝒊+𝟏𝟏,𝒙𝒙𝒊𝒊+𝒋𝒋−𝟏𝟏)�
𝒅𝒅−𝒋𝒋

𝒊𝒊=𝟏𝟏

𝒅𝒅−𝟏𝟏

𝒋𝒋=𝟏𝟏

× �𝒇𝒇𝒌𝒌(𝒙𝒙𝒌𝒌)
𝒅𝒅

𝒌𝒌=𝟏𝟏

  (15) 

Assim, optamos pela utilização das cópulas vine que permitem explorar uma 
diversidade de combinações bivariadas condicionais, ao mesmo tempo que não se restringe à 
suposição de normalidade. Para algumas regiões e culturas, os resultados apontam que é 
possível rejeitar a premissa de Normalidade, com as estatísticas de ajuste sugerindo diferentes 
distribuições teóricas em preferência à distribuição Normal. Ademais, pode-se descobrir a 
direcionalidade causal (em sentido estatístico) das regiões ou culturas que determinam o 
comportamento de outros (Fonseca et al., 2024).  
3.5. Construção do modelo baseado em cópulas ajustado aos dados 

Uma vez que os portfólios hipotéticos são compostos pelas culturas nas três regiões 
(i.e., Norte, Oeste e Sul), a análise da distribuição da respectiva estrutura de dependência entre 
os retornos passa a ser tridimensional. Assim, há alguns caminhos a seguir, que serão avaliados. 
Um deles é estimar uma cópula trivariada, capturando a dependência conjunta das variáveis de 
uma vez, permitindo uma parametrização direta com um (conjunto de) parâmetro(s). Entretanto, 
com essa abordagem, deixa-se de capturar as relações individuais entre as regiões. Por outro 
lado, embora a decomposição em cópulas bivariadas permita maior capacidade interpretativa 
destas relações, acaba por ignorar as interações que podem estar ocorrendo no portfólio. A 
terceira abordagem é por cópulas vine que propõem uma decomposição condicional do portfólio 
em relações bivariadas. O objetivo é descrever a estrutura de dependência condicional de duas 
variáveis, dada uma terceira variável, capturando relações mais complexas. 

Seguindo a metodologia de Larsen et al. (2015), para cada par de distribuições 
conjuntas serão estimados seus parâmetros utilizando o método da máxima pseudo-
verossimilhança (Chowdhary et al., 2011). Para tal, as séries históricas de retornos serão 
transformadas pelo hipercubo unitário, sendo que esta transformação pode ser realizada sobre 
os dados observados ou teóricos. Utilizaremos os dados reais para garantir que a estrutura de 
dependência entre as séries seja ajustável empiricamente, e independa de escolhas 
discricionárias da distribuição teórica.  

Com as marginais transformadas, realiza-se a estimação dos parâmetros das cópulas 
via máxima verossimilhança (MLE), utilizando as pseudo-observações. Para a escolha da 
cópula mais aderente testamos um conjunto de famílias, incluindo elípticas, arquimedianas e de 
valores extremos. Dada a relevância da dependência de cauda inferior no contexto agrícola em 
que eventos adversos (seca, pragas, falha generalizada de mercado) afetam negativamente 
múltiplos ativos simultaneamente surge a necessidade de cópulas assimétricas e de valores 
extremos. Rensi & Carvalho (2023) observaram superior aderência de cópulas assimétricas 
frente à Gaussiana em portfólios de crédito rural. A estimação dos parâmetros das cópulas será 
realizada por meio do método da máxima verossimilhança. 

Uma das vantagens do MLE é a possibilidade de comparar diferentes cópulas 
utilizando critérios baseados na verossimilhança, como AIC e BIC. Adicionalmente, a 
abordagem permite derivar erros padrão dos parâmetros estimados, facilitando testes de 
hipóteses e a construção de intervalos de confiança. Uma vez selecionada a cópula adequada, 
realiza-se a simulação conjunta dos retornos marginais por meio do método de Monte Carlo. 
Inicialmente, simula-se um conjunto de vetores uniformemente distribuídos com dependência 
definida pela cópula estimada. Em seguida, aplica-se a função inversa das marginais 
paramétricas ajustadas para obter os valores dos retornos marginais simulados em reais/ha. Com 
base nos portfólios simulados, será mensurado o CVaR para diferentes combinações de culturas 
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e alocações, permitindo avaliar cenários de otimização de alocação de área agrícola ao 
minimizar o risco para um nível de retorno esperado. 
4. Resultados 
4.1.  Análise exploratória dos dados 

A margem financeira regional deriva do preço recebido multiplicado pela 
produtividade local, menos o custo total estadual; dividindo‐se essa diferença pela receita se 
obtém a margem percentual. A Figura 1 mostra o histórico dessas margens para soja, milho 
verão e trigo de 1997-98 a 2022-23. Os valores variam amplamente entre safras, evidenciando 
a exposição cíclica da atividade. O impacto da seca de 2021-22 destaca-se na região Oeste, com 
perdas menores no Norte e quase nulas no Sul. 

A soja exibe, na média, os maiores retornos e menor frequência de valores negativos, 
indicando maior resiliência econômica. O trigo sofre forte volatilidade e registra vários anos de 
margem negativa, refletindo maior sensibilidade tanto ao clima quanto ao mercado. O milho 
verão ocupa posição intermediária, com dispersão considerável ao longo do período. Essa 
heterogeneidade entre culturas reforça a importância de se considerar não apenas os níveis 
médios de retorno, mas também a dispersão e a simetria desses resultados.  

Figura 1. Resultado operacional (receita/custo) histórico observado 

As matrizes de correlação, geradas de acordo com o coeficiente 𝝉𝝉 de Kendall (Tabela 
2), mostram o nível de dependência entre as regiões por cultura. Em resumo, nota-se um padrão 
de correlação positiva e alta para a maior parte das relações bidimensionais. 

Tabela 2. Matrizes de correlação dos retornos históricos por cultura 
τ de Kendall Soja Milho Verão Milho Inverno Trigo 

 Norte Sul Oeste Norte Sul Oeste Norte Sul Oeste Norte Sul Oeste 
Norte 1,00 0,51 0,48 1,00 0,37 0,55 1,00 0,68 0,75 1,00 0,55 0,62 
Sul  1,00 0,75  1,00 0,42  1,00 0,78  1,00 0,55 

Oeste   1,00   1,00   1,00   1,00 
4.2.  Estimação dos custos de produção municipais 

Para a estimação dos custos de produção municipais, utilizamos uma base acessória 
de observações de custo de produção em diferentes praças do estado, levantados pela 
Companhia Nacional de Abastecimento (CONAB) para a Agricultura Empresarial. As praças 
de Campo Mourão, Londrina, Ponta Grossa, Francisco Beltrão, Guarapuava, Toledo, Ubiratã, 
Cascavel, Assis Chateaubriand e Marechal Cândido Rondon compõem as observações. A 
Figura 2 ilustra a estimativa proposta para cada município para os anos de 2018 e 2022. Nota-
se como há uma mudança no comportamento do custo a depender da safra. 
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Figura 2. Desvio do custo de produção de soja relativo à média estadual (DERAL) 

 
Inicialmente, estimamos um modelo de regressão com dados em painel por meio do 

método de mínimos quadrados, como descrito na Equação 4. Iteramos as combinações 
possíveis das variáveis dependentes (produtividade agrícola, área plantada, distância ao porto, 
área destinada à agricultura e presença de irrigação), selecionando o modelo com menor AIC, 
variáveis estatisticamente significantes e que apresentaram o sinal esperado da estimativa.  

Os custos foram modelados com três conjuntos de variáveis: produtividade agrícola, 
escala de produção (área total e participação municipal na área estadual) e proporção de área 
irrigada. A variável de produtividade apresentou coeficientes positivos e significantes para trigo 
e milho inverno, indicando que municípios mais produtivos operam com custos maiores devido 
ao uso de tecnologia. Área agrícola no município foi significativa na maioria dos cultivos, 
sugerindo que municípios com maior peso na produção estadual têm estruturas de custo 
específicas; a irrigação manteve sinal positivo em todos os casos. Testes de Breusch-Pagan 
detectaram dependência entre unidades espaciais e o teste de Hausman favoreceu modelos de 
efeitos fixos para trigo e milho verão, e efeitos aleatórios para soja e milho inverno.  

Os testes LM revelaram autocorrelação espacial nos resíduos, recomendando modelos 
que incorporam essa estrutura: para trigo, milho inverno e milho verão, os resultados indicam 
o SARAR como mais adequado, e, para soja, os efeitos espaciais são menos intensos, mas ainda 
presentes. Por fim, fez-se uma validação cruzada comparando os custos municipais agregados 
aos números do DERAL para o estado por meio do erro quadrático médio (RMSE) em sacas 
por hectare (Tabela 3). Para todas as culturas os modelos econométricos tiveram uma 
performance superior à estimativa inicial e ao modelo OLS, mostrando que as relações regionais 
devem ser consideradas na estimação dos custos de produção.  
Tabela 3. RMSE em sacas por hectare para o custo estimado entre os modelos para cada uma 

das culturas – reagregação comparada ao custo estadual 
Modelo Weighted OLS SAR SEM SLX SARAR SDM 

Milho Inverno 0,1400 0,0989 0,0422 0,0422 0,0931 0,0439 0,0404 
Milho Verão 0,0674 0,0175 0,0207 0,0207 0,0132 0,0354 0,0177 

Soja 0,8369 0,1208 0,0951 0,0951 0,1261 0,0970 0,0954 
Trigo 0,2278 0,3274 0,1785 0,1785 0,1674 0,3440 0,0515 

4.3. Modelagem dos retornos individuais e portfólios via cópulas 
A análise dos retornos marginais por região e cultura constitui uma etapa fundamental 

na construção da distribuição conjunta de retornos por meio de cópulas. Inicialmente, realizou-
se o ajuste de distribuições teóricas às séries históricas de retorno para cada combinação cultura-
região, buscando representar adequadamente a distribuição empírica e suas caudas e a escolha 
do melhor ajuste foi guiada pelo critério AIC. Em geral, observou-se (Tabela 4) que 
distribuições com maior flexibilidade para capturar caudas pesadas (e.g., t-Student e Weibull), 
apresentaram melhor aderência às séries históricas, refletindo adequadamente a assimetria e a 
presença de eventos extremos nos dados. 
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Tabela 4. Distribuição ajustada aos dados históricos 
Distribuição Soja Milho Verão Milho Inverno Trigo 

Norte Normal Weibull Weibull Beta 
Sul Logistica Lognormal Logistica Beta 

Oeste Lognormal Beta Gamma Weibull 
Após definidos os ajustes marginais, a cada série foi aplicada a transformada integral 

de probabilidade, passo fundamental para posterior aplicação de cópulas, uma vez que o cálculo 
da dependência multivariada exige a homogeneízação dos domínios marginais. O resultado 
permite, além da simulação de retornos agrícolas futuros com base em distribuições 
paramétricas ajustadas, a integração desses dados ao processo de estimação das cópulas.  

Os resultados na Tabela 5 mostram que as cópulas elípticas apresentaram melhor 
desempenho na modelagem dos retornos das culturas de soja e trigo, indicando dependência 
simétrica e maior correlação linear entre os rendimentos dessas culturas nas regiões analisadas. 
Por outro lado, as culturas de milho verão e milho inverno apresentaram melhor ajuste com 
cópulas Arquimedianas, especificamente Frank e Gumbel, indicando dependência assimétrica 
mais pronunciada, especialmente nos extremos inferiores ou superiores da distribuição conjunta 
dos rendimentos. Esses resultados sugerem que os eventos extremos em milho podem ocorrer 
com intensidades e frequências diferentes em relação às culturas de soja e trigo.   

Tabela 5. AIC estimado para cada família de cópula multidimensional 
Copula Soja Milho Verão Milho Inverno Trigo 

t -62,80 -25,18 -62,21 -38,32 
Gumbel -55,26 -26,75 -68,39 -36,04 
Frank -45,79 -30,60 -65,40 -38,64 

Normal -39,67 -18,89 -62,64 -38,70 
Clayton -37,56 -20,05 -30,85 -36,21 

Na modelagem das cópulas por cultura, representados pela Figura 3 e descritos na 
Tabela 6, observaram-se padrões distintos de dependência entre regiões. Para a soja, principal 
cultura de verão, as cópulas Gaussiana, Gumbel e Joe mostraram melhor aderência, sugerindo 
tanto relações moderadas como possível dependência nas caudas. Já para o milho de primeira 
safra (milho verão), as cópulas t, Frank e gaussiana foram predominantes, indicando uma 
dependência mais linear e central, o que sugere menor propensão a eventos extremos 
simultâneos entre diferentes regiões produtoras. 

Figura 3. Densidade estimada para pares de regiões 

 
Em contrapartida, o milho inverno apresentou maior dependências nas caudas, como 

evidenciado pelas cópulas Joe, BB8 e Gumbel. Esse resultado revela uma probabilidade mais 
elevada de comovimentos extremos entre as regiões durante esse período de cultivo. Por fim, 
no caso do trigo, as cópulas Tawn Type 1, Survival Gumbel e Gaussiana se destacaram, 
mostrando que há elevada densidade de cauda e moderada dependência em casos centrais. 
Culturas de verão (soja e milho verão) mostraram comportamentos de dependência moderados, 
e as culturas de inverno (milho safrinha e trigo) mostram maior dependências nas caudas.  
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Tabela 6. Modelo de cópula bivariada ajustado para cada par 
Par Soja Milho Verão Milho Inverno Trigo 

Norte-Sul Gaussian t Gumbel Tawn 180 
Norte-Oeste Joe Gaussian Joe Gaussian 
Sul-Oeste Gumbel Frank Joe Survival Gumbel 

Nos EUA, Larsen et al. (2015) encontraram relações bidimensionais entre as regiões, 
indicando correlação moderada entre a Dakota do Norte com ambas as regiões de Texas e 
Kansas, enquanto estas duas compartilham de um coeficiente de correlação próximo de zero, 
potencialmente independentes. Contudo, não foi verificado o melhor ajuste de cópulas para as 
relações bidimensionais apresentadas (i.e., foram apenas utilizadas as medidas de correlação). 
Para a Austrália, Nguyen-Huy et al. (2018) aproximaram a relação de dependência entre as 
regiões de Victoria, S/W Australia por cópulas Gumbel, Clayton e t-Student. No presente estudo, 
as cópulas Tawn, Survival Gumbel e Gaussiana foram as mais aderentes para o trigo no Paraná. 

As vine copulas estão descritas na Tabela 7. Para a soja, o par Norte-Sul foi descrito 
por uma Gumbel, sugerindo dependência positiva moderada com forte cauda superior, enquanto 
Sul-Oeste ajustou-se a uma Normal, refletindo correlação elevada, porém simétrica; ao se 
condicionar pelo Sul, o elo Norte-Oeste tornou-se independente, sinalizando que o 
comportamento da região Sul esgota a ligação entre as outras duas. No trigo, Oeste-Sul 
apresentou cópula Normal, denotando correlação intensa e equilibrada; já Sul-Norte exigiu uma 
Tawn180, que captura leve assimetria, ainda sem predominância de cauda; condicionalmente a 
Norte, Oeste-Sul ajustou-se a Tawn e passou a exibir dependência moderada com viés de cauda 
superior. Para o milho verão, Oeste-Norte foi representado por uma Normal, indicando 
correlação forte, mas sem excesso de cauda, ao passo que Norte-Sul foi mais bem modelado 
por uma t-Student, evidenciando propensão a eventos extremos conjuntos; uma vez controlado 
o Norte, Oeste-Sul tornou-se independente, demonstrando que a influência dessa região elimina 
a associação remanescente entre as demais. No milho safrinha, Oeste-Sul adotou BB8, com 
correlação elevada e cauda neutra; Sul-Norte foi capturado por Gumbel, apontando forte 
propensão a extremos compartilhados; condicionalmente a Norte, Oeste-Sul migrou para uma 
Tawn, revelando dependência fraca na cauda superior. Todas as culturas exibem dependências 
moderadas a fortes, porém com padrões de cauda heterogêneos: Gumbel e BB8 concentram-se 
em caudas superiores pronunciadas (soja e milho safrinha), Tawn e Tawn180 capturam 
assimetrias específicas (trigo e milho safrinha condicionado), a Normal descreve correlações 
simétricas, e a t-Student surge quando há extremos bilaterais (milho verão). 
  Tabela 7.  Estrutura das vine copulas e respectivas parametrizações, para cada cultura 

Soja tree edge family cop par par2 tau utd ltd 
W,N 1 3,2 4 G 2,436 0,000 0,589 0,671 0,000 
N,S 1 2,1 1 N 0,916 0,000 0,737 0,000 0,000 

W,S|N 2 3,1;2 0 I 0,000 0,000 0,000 0,000 0,000 
Trigo tree edge family cop par par2 tau utd ltd 
W,S 1 3,1 1 N 0,863 0,000 0,663 0,000 0,000 
S,N 1 1,2 114 Tawn180 3,732 0,691 0,543 0,000 0,629 

W,N|S 2 3,2;1 104 Tawn 3,466 0,486 0,395 0,463 0,000 
Milho Verão tree edge family cop par par2 tau utd ltd 

W,S 1 3,1 1 N 0,805 0,000 0,595 0,000 0,000 
S,N 1 1,2 2 t 0,675 2,000 0,472 0,501 0,501 

W,N|S 2 3,2;1 0 I 0,000 0,000 0,000 0,000 0,000 
Milho Safrinha tree edge family cop par par2 tau utd ltd 

W,S 1 3,1 10 BB8 6,000 0,922 0,677 0,000 0,000 
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S,N 1 1,2 4 G 3,730 0,000 0,732 0,796 0,000 
W,N|S 2 3,2;1 104 Tawn 5,283 0,223 0,210 0,223 0,000 

Larsen et al. (2015) avaliaram a cultura do trigo das regiões do Kansas, Texas e da 
Dakota do Norte, nos EUA. Ao modelarem a cópula mais aderente pelos critérios AIC, HQIC 
e SIC, elegeram a cópula Clayton. Os resultados foram comparados com a Normal multivariada, 
mas não foi realizada a verificação das relações bidimensionais. Além disso, o artigo é anterior 
à proposição das vine copulas na literatura. 

Nguyen-Huy et al. (2018) examinaram a cultura do trigo na Austrália. Neste estudo, 
os autores exploraram também as vine copulas, em adição ao framework proposto 
originalmente por Larsen et al. (2015). Os resultados apontaram para a dependência entre as 
regiões captada por duas cópulas: survival e t-Student, sinalizando a importância da captura de 
eventos extremos já nos pares incondicionais. Para o caso do Paraná, observa-se uma situação 
análoga, em que a região Sul é a raiz que condiciona as demais, conectando-se inicialmente à 
região Oeste (Normal) e à região Norte (Tawn180). Contudo, a dependência nas caudas 
(particularmente na superior) surge mais nitidamente na estrutura condicional (W, S|N), que é 
capturada pela família Tawn, resultando em dependência moderada presença de cauda superior. 
Além disso, no caso australiano há maior robustez de modelos survival ou t-Student para captar 
extremos; já no Paraná, a Normal funcionou bem para (W, S), pela menor assimetria nesse par. 
4.4. Fronteira eficiente de risco-retorno 

A Figura 4 apresenta as fronteiras eficientes obtidas por cultura através da simulação 
dos retornos. Na soja, a vine gera o menor CVaR para qualquer retorno-alvo ou, se fixado o 
risco, o maior ganho. A t-Student fica atrás, mas ainda supera a Normal, que impõe correlação 
linear e limita o efeito da diversificação. As figuras referentes às demais culturas estão 
disponíveis no apêndice. Para milho primeira safra, as curvas reforçam a subestimação de risco 
quando se assume normalidade: o CVaR calculado com a Normal é menor que o da vine, 
indicando que o modelo gaussiano não captura caudas pesadas nem choques conjuntos. A t-
Student reduz parte desse viés, porém não alcança o nível de precisão da vine. 

No trigo, a vine é superior, entregando uniformemente retornos maiores ou riscos 
menores. A cópula Gaussiana apresenta performance intermediária: melhora para a Normal 
multivariada, para a qual a correlação linear falha, mas não retrata dependências extremas. A 
Normal multivariada permanece com a curva deslocada para baixo e à direita, sinal de risco 
subestimado e lucro médio menor. Resultados análogos surgem no milho segunda safra: vine à 
frente, t-Student em posição média, Normal no limite inferior. 

Figura 4. Portfolios da fronteira eficiente da relação CVaR e retorno esperado, por cultura 
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A Figura 5 mostra como as ponderações regionais ótimas variam com o retorno alvo. 
Na soja, carteiras conservadoras concentram-se no Oeste, região de menor risco; à medida que 
o retorno desejado sobe, o peso do Norte cresce até chegar a 100%, enquanto o Sul mal participa 
por pior relação risco-retorno. No milho verão, o padrão começa igual: Oeste domina nos baixos 
retornos; metas médias incorporam gradualmente o Norte. Metas altas transferem o portfólio 
ao Sul, que oferece ganhos maiores, com risco elevado. No milho safrinha, a concentração 
aumenta conforme a meta, mas alterna pesos entre regiões. Nos patamares superiores 
prevalecem áreas historicamente mais voláteis e rentáveis. No trigo, o Oeste ocupa estratégias 
defensivas; retornos medianos deslocam parte da área ao Sul. Objetivos máximos migram para 
o Norte, que, apesar do risco maior, apresenta os melhores rendimentos marginais.  

Figura 5. Composição ótima do portfólio para cada nível de retorno esperado (vine copula) 
Soja Milho Verão 

  
Milho Inverno Trigo 

  
O melhor ajuste das vine copulas podem ser verificados na Figura 6, na qual a vine 

copula preservou de maneira mais eficiente os coeficientes 𝝉𝝉 das observações históricas, nas 
distribuições simuladas quando comparado à melhor escolha de cópula multivariada, ou a 
própria distribuição Normal multivariada. A distribuição Normal multivariada ajusta 
ligeiramente bem para o par (N, S), e a melhor cópula multivariada é bastante aderente ao par 
(N, W). Contudo, os coeficientes são superestimados ou subestimados para todas as outras 
combinações. Já as vine copulas capturam os coeficientes de correlação dos dados.  

Figura 6. Comparação do 𝜏𝜏 de kendall simulado (boxplots) e histórico (pontos vermelhos) 

 
A Tabela 8 apresenta os resultados de CVaR e retornos esperados para cada família de 

cópulas. A fronteira eficiente de resultados pode ser comparada aos portfólios de pesos iguais 
(equal-weighted), e às composições de carteira de ativo único (single-asset). Os resultados 
observados (Tabela 9) mostram como a diversificação geográfica pode contribuir para diminuir 
o risco dado um mesmo nível de retorno esperado. Para os dados observados, a região Norte é 
a de maior retorno esperado para as culturas de soja e trigo, enquanto o milho verão tem a região 
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Sul, e o milho safrinha com a região Oeste. O portfólio individual destas regiões se sobrepõe à 
fronteira eficiente, próximo ao ponto de máximo retorno simulado. É possível inferir que a 
diversificação geográfica aumenta a rentabilidade nas demais regiões, mas não na região de 
maior retorno, pelo aumento na variância do resultado. Por outro lado, a produção da região de 
maior retorno pode se beneficiar de uma redução no risco potencial ao realocar parte da área. 

Tabela 8. Retorno esperado e CVaR para os portfólios ótimos por cultura e tipo de cópula 
 Milho Verão Milho Inverno Soja Trigo 

Cópula Expected 
Return CVaR Expected 

Return CVaR Expected 
Return CVaR Expected 

Return CVaR 

Vine -0,1255 -0,4897 -0,2225 -0,3119 0,5709 -0,8509 -0,4626 -0,2027 
Best MV -0,1103 -0,5443 -0,2210 -0,2649 0,5551 -0,7871 -0,4666 -0,1912 

M-Normal -0,1266 -0,5038 -0,2298 -0,2776 0,5524 -0,7880 -0,4651 -0,2140 
Por exemplo, para o caso da soja, um produtor da região Norte poderia alocar 10% de 

sua área para a região Oeste reduzindo o retorno esperado em 0,77%, mas em contrapartida 
com um CVaR 3,53% menor. Isto ocorre porque os resultados esperados para o núcleo da região 
Norte são maiores em média e mais voláteis (i.e., maior desvio-padrão) do que os resultados 
para o núcleo da região Oeste. Para as demais culturas, a relação risco-retorno ponderada pelas 
regiões varia de forma semelhante. Para a cultura de milho verão, a alocação de 8% de área 
inserida na região de maior retorno (Sul) para a região Norte diminui a estimativa do CVaR em 
5,7% reduzindo o retorno esperado em 0.8% apenas. Para o milho safrinha, uma realocação de 
10% da área da região Oeste para a região Norte reduz o CVaR em 4,4% em detrimento de uma 
redução de 4,1% do retorno esperado. Por fim, um portfólio de trigo baseado na região Norte 
do estado, realocando 9% da área para o Sul reduz 1,6% o CVaR diminuindo o retorno (-0,3%). 

Tabela 9. Sensibilidade da variação da relação risco-retorno (trade-off) 

Cultura Região 
principal 

Região 
secundária 

Área 
relocada 

Variação no 
retorno esperado 

Variação no 
CVaR 

Trade-off 
(ΔCVaR/Δretorno) 

Soja Norte Oeste 10% -0.77 -3.53 4.58 
Milho Verão Sul Norte 8% -0.8 -5.7 7.12 

Milho Safrinha Oeste Norte 10% -4.1 -4.4 1.07 
Trigo Norte Sul 9% -0.3 -1.6 5.33 

A Tabela 9 mostra que o ganho de eficiência de risco-retorno varia de acordo com a 
cultura. No milho verão, a fraca correlação Sul-Norte e a dependência de cauda nula 
(Gauss/t-Student) permitem que 8% de realocação diminua o CVaR em escala 7 vezes maior 
do que a redução do risco, oferecendo a melhor relação benefício-custo entre as culturas. Para 
a soja, a dependência Norte-Oeste reduz a probabilidade de choques simultâneos negativos que 
gera ganho de diversificação, embora menor que no milho verão.  

Já entre as culturas de inverno, o milho safrinha apresenta forte dependência entre 
Oeste e Norte (Joe/BB8) e volatilidades marginais semelhantes, de modo que a realocação troca 
risco por retorno na mesma proporção, limitando a utilidade estratégica. O trigo, por sua vez, 
opera em um patamar geral de variância menor. Com correlação moderada e simétrica 
(t-Student), essa cultura alcança redução de risco e retorno modesta, tornando-se alternativa 
pontual para suavizar caudas sem comprometer desempenho. 
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Figura 7. Comparação da fronteira eficiente gerada pela vine copula em comparação aos 
portfólios individuais e ao portfólio de pesos iguais 
Soja Milho Verão 

  
Milho Inverno Trigo 

  
A Tabela 10 e a Figura 7 mostram a comparação dos portfólios eficientes. Para todas 

as culturas houve uma redução no risco para o mesmo nível de retorno esperado dado, porém 
com magnitudes diferentes. Na soja, o CVaR de -1,81 para -1,93 ao deslocar toda a fatia da 
região Sul para o Oeste, concentrando 55% do orçamento de covariância nessa região menos 
correlacionada com o Norte. No milho verão, a melhoria é moderada (-1,49 para -1,50): 
amplia-se a exposição ao Norte, cuja volatilidade é menor e pouco correlacionada ao Sul, 
enquanto o orçamento de risco passa a ser dominado (69%) pelo Norte. Já no milho safrinha, a 
redução de CVaR é semelhante (-1,32 para -1,33), mas obtida concentrando ainda mais área no 
Norte (62%) e praticamente eliminando o Sul, efeito limitado pela alta dependência de cauda 
entre Norte e Oeste. Por fim, no trigo a melhora é marginal: o portfólio eficiente transfere peso 
para o Sul, que assume quase metade do risco, refletindo correlação mais fraca com o Norte. 
Tabela 10. Comparação entre o portfólio de pesos iguais e o portfólio eficiente para o mesmo 

nível de retorno esperado 
Soja 

Alocação de área e nível de risco N S W Retorno esperado CVaR 
Portfólio equal-weight           
Alocação em hectares 0,3333 0,3333 0,3333 0,5548 -1,8084 

Covariance risk budget 0,3571 0,3790 0,2639   
Portfólio eficiente           

Alocação em hectares 0,4039 0,0000 0,5961 0,5548 -1,9286 
Covariance risk budget 0,4529 0,0000 0,5471   

Milho Verão 
Alocação de área e nível de risco N S W Retorno esperado CVaR 

Portfólio equal-weight           
Alocação em hectares 0,3333 0,3333 0,3333 -0,1266 -1,4890 

Covariance risk budget 0.3742 0.4671 0.1587   
Portfólio eficiente           

Alocação em hectares 0.5671 0.1243 0.3086 -0,1266 -1,5030 
Covariance risk budget 0.6924 0.1491 0.1586   

Milho Inverno 
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Alocação de área e nível de risco N S W Retorno esperado CVaR 
Portfólio equal-weight           
Alocação em hectares 0,3333 0,3333 0,3333 -0,2212 -1,3156 

Covariance risk budget 0,3460 0,3321 0,3219   
Portfólio eficiente           

Alocação em hectares 0,6201 0,0485 0,3315 -0,2212 -1,3273 
Covariance risk budget 0,6429 0,0452 0,3119   

Trigo 
Alocação de área e nível de risco N S W Retorno esperado CVaR 

Portfólio equal-weight           
Alocação em hectares 0,3333 0,3333 0,3333 -0,4648 -1,2029 

Covariance risk budget 0,3190 0,2914 0,3896   
Portfólio eficiente           

Alocação em hectares 0,1822 0,5247 0,2931 -0,4648 -1,2040 
Covariance risk budget 0,1674 0,4916 0,3410   

Os resultados encontrados na configuração do portfólio eficiente e a sua comparação 
aos portfólios individuais para o Brasil podem ser comparados aos encontrados na literatura. 
No caso do trigo norte-americano, Larsen et al. (2015) encontraram evidências de que a região 
do Texas é a que possui maior retorno esperado, se sobrepondo também à curva de fronteira 
eficiente próximo ao máximo do portfólio, podendo também se beneficiar da redução de risco 
advinda da diversificação. Ao alocar 15% da produção originalmente do Texas para Kansas, os 
autores levantam que o risco medido pelo CVaR reduz 3,7% contra uma diminuição de 0,72% 
nos retornos esperados. Já Nguyen-Huy et al. (2018) mostram que a região de South Australia 
possui o maior nível de retorno esperado, similar aos nossos resultados e ao trabalho original 
de Larsen et al. (2015). Os resultados apontam que uma alocação de 10% da área de South 
Australia para Victoria resulta em uma redução de 3,19% no risco potencial, diminuindo apenas 
em 0,29% os níveis de retorno esperado. Ambos os estudos abordaram uma única cultura (o 
trigo), não havendo desta forma comparabilidade entre resultados dentro do mesmo artigo.  

Compara-se com a literatura os diferentes trade-offs da relação risco-retorno para o 
caso do trigo. No caso trigo australiano, o trade-off é de uma redução de 11 vezes maior 
magnitude no risco do que no retorno. Para os EUA esta razão é menor, em torno de 5,13, 
similar ao trigo paranaense com uma redução 5,33 vezes maior em risco-retorno. Larsen et al. 
(2015) não abordam a comparação entre os portfólios (equal-weighted). Em comparação a 
Nguyen-Huy et al. (2018), para um mesmo nível de retorno esperado, o portfólio eficiente para 
a cultura do trigo resulta em um CVaR 2,3% menor em comparação a um portfólio de pesos 
iguais, enquanto para o caso do trigo no Paraná, esta redução é mais discreta: apenas 1,5%.  
5. Considerações finais 

O trabalho buscou investigar os benefícios da diversificação espacial como estratégia 
de mitigação de risco de produtividade agrícola, utilizando uma abordagem de cópulas para 
modelar as dependências entre os retornos financeiros de diferentes regiões produtoras no 
estado do Paraná. Avaliou-se em que medida a diversificação geográfica da produção agrícola 
reduziria o risco de perdas financeiras oriundas de choques climáticos e outros fatores regionais. 

Resultados baseados no Paraná sugerem benefícios, mas a extensão para outras regiões 
exige cuidado, pois solo, clima, logística e políticas podem alterar o efeito dos resultados 
encontrados. Neste sentido, sugere-se que pesquisas futuras estendam a análise para outras 
regiões do Brasil, especialmente o MATOPIBA e o Centro-Oeste, regiões de grande relevância 
para a produção agrícola nacional, ampliando o escopo territorial da investigação. Ademais, 
trabalhos futuros poderiam incorporar variáveis climáticas de alta resolução (e.g., precipitação 
e temperatura por satélite) para refinar a estimação dos riscos de produtividade agrícola. 
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Os resultados apresentados reforçam a importância de adaptar e aplicar ferramentas 
modernas de gerenciamento de risco ao contexto agrícola brasileiro, sobretudo em um cenário 
marcado por maiores incertezas climáticas e crescente demanda por segurança alimentar. Ao 
evidenciar os benefícios concretos da diversificação espacial com base em uma modelagem 
estatística rigorosa e fundamentada, o trabalho oferece uma análise e um framework à realidade 
da produção agrícola do Brasil, que poderá ser utilizada pela indústria agrícola, pesquisadores 
acadêmicos, formuladores de políticas públicas e outros agentes econômicos na tomada de 
decisão do processo produtivo visando melhorar a oferta de crédito rural e seguro. 
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